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Abstract  

The development of technology is speedy; one of the results is developing documents in research articles. Searching for 
documents in a repository will take a long time if they are not stored grouped by document category. One way to define 
document categories is clustering. The usefulness of document clustering, to make it easier to find documents by certain 
categories. The clustering process uses the Term Frequency - Inverse Document Frequency (TF-IDF) algorithm and K-
Means. TF-IDF is used to find document weights, while K-Means is for the clustering process. The test documents or dataset 
were grouped as many as 93 documents, with various themes and document contents. The K-Means cluster quality 
assessment process results using the Silhouette score; the optimal number of clusters is 4 clusters. This is obtained by looking 
at the fluctuation in cluster size and thickness of the silhouette plot. 

Keywords: document clustering, characteristics or categories, python, term frequency-inverse document frequency (tf-idf). 

Abstrak 

Perkembangan teknologi sangat pesat, salah satu akibatnya adalah berkembangnya dokumen berupa artikel hasil penelitian. 
Pencarian dokumen dalam suatu repositori, membutuhkan waktu lama apabila tidak disimpan dengan dikelompokkan 
berdasarkan kategori dokumen. Salah satu cara untuk menentukan kategori dokumen adalah Clustering. Kegunaan clustering 
atau pengelompokkan dokumen, untuk mempermudah pencarian dokumen menurut kategori tertentu. Proses clustering dalam 
penelitian ini menggunakan algoritma Term Frequency – Inverse Document Frequency (TF-IDF) dan K-Means. TF-IDF 
digunakan untuk mencari bobot dokumen, sedangkan K-Means adalah untuk proses clusteringnya. Dokumen uji yang 
dikelompokkan pada dataset sebanyak 93 dokumen, dengan berbagai karakteristik tema maupun isi dokumen. Hasil proses 
penilaian kualitas klaster K-Means menggunakan Silhouette score, jumlah klaster yang optimal adalah 4 klaster. Hal itu 
didapat dengan melihat fluktuasi ukuran klaster dan ketebalan plot siluet.  

Kata kunci: clustering dokumen, karakteristik atau kategori, k-means, phyton, term frequency-inverse document frequency 
(tf-idf).  

 
1. Pendahuluan  

Perkembangan teknologi saat ini berkembang sangat 
pesat sehingga penyimpanan dokumen tidak harus 
berbentuk berkas, melainkan akan disimpan dengan 
bentuk file / softcopy. Dengan adanya penyimpanan 
dokumen berbetuk file ini penyebaran dokumen pada 
dunia teknologi sangat pesat dan setiap harinya terus 
mengalami perubahan dalam jumlah sangat besar. 
Pengolahan informasi dari banyak dokumen yang 
jumlahnya sangat besar itu tidak mudah. Oleh karena 
itu diperlukan sebuah metode yanng akan digunakan 
untuk mengelompokkan dokumen secara otomatis, 
sehingga memudahkan dalam pencarian informasi 
sesuai dengan kebutuhan. 

Culstering merupakan salah satu metode data mining. 
Clustering dokumen adalah sebuah aktifitas 

pengelompokan beberapa dokumen secara otomatis 
dalam kategori tertentu yang memiliki kemiripan tema 
maupun isi dokumen tersebut. Salah satu metode 
clustering untuk mengelompokkan data yaitu TF-IDF. 
Algoritma Term Frequency-Inverse Document 
Frequency (TF-IDF) merupakan algoritma yang 
digunakan untuk menghitung bobot kata dengan cara 
mempertimbangkan ada berapa banyak kata muncul 
(frekuensi kata) dan berapa banyak kata tersebut 
ditemukan dalam dokumen. Oleh karena itu IDF dapat 
digunakan utuk mengontrol bobot dari kata. Sehingga 
ketika kata tersebut selalu ada dalam setiap file atau 
kalimat maka bias dikaakan bahwa kata tersebut tidak 
penting atau kata umum [1]. 

Beberapa teknik yang banyak digunakan pada 
klasifikasi dokumen teks sudah dilakukan penelitiannya 
diantaranya menggunakan Naive Bayes karena fakta 
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menarik, mudah diimplementasikan dan akurasinya [2], 
menyoroti kinerja Naive Bayes [3], dan penelitian [4]. 
Naive Bayes juga digunakan untuk pengkategorian 
dalam Bahasa Arab [5]. Penelitian di atas 
menggunakan corpus berbahasa Inggris atau bahasa 
asing.  

Sedangkan penelitian yang menggunakan Bahasa 
Indonesia jumlahnya masih sangat sedikit. Beberapa 
diantaranya yaitu klasifikasi dokumen menggunakan 
Support Vector Machine (SVM) [6], teks menggunakan 
Naive Bayes [7], [8]. Klasifikasi berita menggunakan 
ontologi [9], algoritma single pass clustering [10]. [11], 
[12] melakukan klasifikasi artikel berita, , demikian 
juga [13] melakukan perbandingan antara TI-IDF dan 
Singular Value Decomposition untuk pemilihan fitur 
dan Naive Bayes dan Support Vector Machine untuk 
klasifikasi. Sedangkan [14] menggunakan stemmer 
confix stripping dan ants algorithms untuk klasifikasi. 

Dengan adanya latar belakang tersebut, penulis 
mengambil judul yaitu “Metode Algoritma Term 
Frequency-Inverse Document Frequency (TF-IDF) dan 
K-MeansClustering Untuk Menentukan Kategori 
Dokumen”. Batasan masalah yang akan digunakan 
dalam penulisan ini adalah, dokumen yang digunakan 
berupa abstrak dari jurnal atau artikel, perangkat lunak 
yang digunakan yaitu bahasa pemrograman python. 

2. Metode Penelitian 

Flowchart yang digunakan untuk clustering dokumen 
diperlihatkan pada gambar 1. 

 
Gambar 1. Flowchart / diagram alur untuk clustering dokumen 

 
Pada gambar1 terlihat bahwa ketika dokumen, yaitu 
dokumen uji yang akan diujikan untuk mengetahui 

bahwa dokumen tersebut masuk dalam kluster dataset 
mana, akan melalui tahap preprocessing. Preprocessing 
merupakan proses dimana dilakukannnya converting 
antara dokumen pdf ke .txt dengan penghilangan tanda 
baca dan proses penghilangan kata yang tidak penting. 

Selanjutnya akan melalui proses clustering. Pada tahap 
ini dokumen akan diklusterkan, sehingga akan terlihat 
apakah dokumen tersebut masuk pada karakteristik 
mana yang ada di data set. 

2.1. Data Mining 

Data mining atau knowledge discovery adalah 
merupakan proses pengambilan informasi yang berasal 
dari sekumpulan data besar, informasi penting yang 
diambil tergantung dari kepentingannya. Pegambilan 
data dilakukan dengan berbagai cara dan metode, dan 
ini mrupakan kolaborasi dari berbagai metode yang 
berasal dari matematika, statistika, atau bahkan 
program computer (Artificial Intelligence) [15]. 

2.2. Clustering  

clustering adalah metode pengelompokan yang 
mengatur dokumen teks tidak berurutan dalam jumlah 
besar menjadi sejumlah kecil kluster yang bermakna 
dan koheren, sehingga memberikan dasar untuk 
navigasi dan mekanisme penelusuran yang intuitif dan 
informative [16]–[18]. 

2.3. Algoritma Term Frequency – Inverse Document 
Frequency (TF-IDF) Algoritma Term Frequency – 
Inverse Document Frequency (TF-IDF) 

Algoritma Term Frequency – Inverse Document 
Frequency (TF-IDF) merupakan bidang information 
retrieval [1], [19]–[21], menghitung seberapa relevan 
sebuah kata dalam rangkaian korpus dengan sebuah 
teks. Tf-idf adalah salah satu metrik terbaik untuk 
menentukan seberapa signifikan suatu istilah terhadap 
teks dalam rangkaian atau korpus. tf-idf adalah sistem 
pembobotan yang memberikan bobot pada setiap kata 
dalam dokumen berdasarkan frekuensi term (tf) dan 
frekuensi resiprokal dokumen (tf) (idf). Kata-kata 
dengan skor bobot yang lebih tinggi dianggap lebih 
signifikan: 

�� − �����, �� = ����, �� ∗ ������                             �1� 

Term Frequency (TF) menyatakan jumlah kata t yang 
muncul dalam sebuah dokumen d. Pendekatan paling 
sederhana dari konsep ini adalah dengan menyatakan 
bobot suatu kata t sebagai jumlah kemunculannya pada 
dokumen d.  

����, �� = ����ℎ � ����� �
/����ℎ ���� ���� �                �2� 

Document Frequency menyatakan jumlah dokumen 
yang memuat kata t.  

����� = jumlah dokumen yang memuat �%&� t 
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Inverse Document Frequency (IDF) untuk menguji 
seberapa relevan kata tersebut. Tujuannya adalah untuk 
menemukan proporsi dokumen dalam korpus yang 
mengandung istilah atau term tersebut. Kata yang unik 
akan menadapatkan nilai kepentingan yang lebih tinggi 
daripada kata yang umum.    

������ = �'( )* �����+ ,                                              �3� 

Keterangan: 
������  = inverse document frequency 
N     = jumlah keseluruhan dokumen 

2.4. K-Means Clustering 

K-Means adalah algoritma pengelompokan yang 
bertujuan untuk meminimalkan jarak rata-rata kuadrat 
Euclidean dokumen dari pusat kalster, dimana pusat 
klaster didefinisikan sebagai mean atau centroid [22]. 
K-Means dilakukan dengan cara penentuan jumlah 
klaster yang ingin dibentuk, membangkitkan secara 
acak titik pusat klaster (centroid) awal, menghitung 
jarak dari setiap dokumen / data ke masing-masing 
centroid yang dibuat tadi menggunakan Euclidean 
Distance, mengelompokkan data berdasar jarak 
terdekat ke pusat centroid, menentukan centroid baru 
dengan menghitung nilai rata-rata jarak data pada 
centroid tadi, demikian seterusnya sampai didapat 
centroid yang benar-benar pas [23], [24].  

Centroid  .⃗�0� = 1
|3| ∑ 5⃗6⃗73 ⋯ ⋯ ⋯                         �4�  

Dimana 0 adalah klaster, dan x adalah dokumen. 

2.5. Silhouette score  

Silhouette score atau Silhouette coefficient adalah 
metric yang dibangun untuk menilai atau mengukur 
akurasi dari suatu teknik pengelompokkan data [25], 
[26]. Metrik ini dinyatakan dalam bentuk tampilan 
grafis. Setiap kalster dinyatakan dalam siluet, yang 
didasarkan pada perbandingan kerapatan dan 
pemisahnya.  Siluet ini menunjukkan keberadaan objek 
didalam clusterr. Klastering dinyatakan dengan plot 
yang terdiri dari beberapa siluet. Plot ini menampilkan 
apresiasi kualitas relatif kluster dan gambaran umum 
konfigurasi data. Lebar siluet rata-rata memberikan 
evaluasi validitas pengelompokan, dan dapat digunakan 
untuk memilih jumlah kluster yang sesuai [25].  

2.6. Bahasa Pemrograman Python  

Bahasa pemrograman Python adalah memantapkan 
dirinya sebagai salah satu bahasa yang paling populer 
untuk komputasi ilmiah. Berkat sifat interaktif tingkat 
tinggi dan ekosistem perpustakaan ilmiah yang semakin 
matang, ini merupakan pilihan yang menarik untuk 
pengembangan algoritmik dan analisis data eksplorasi 
[27], [28].  

Python merupakan merupaka bahasa pemrograman 
yang sedang booming saat ini. Banyak kalangan 
mempelajarinya, karena kemampuan dan kemudahan 
yang ditawarkannya. Pytjon bias digunakan dalam 
hamper semua  platform, dan juga mempunyai library 
yang berisi modul yang siap bias digunakan. Selain itu 
juga python bias mengakomodasi bahasa pemrograman 
lainnya [29], [30]. 

3.  Hasil dan Pembahasan 

Langkah-langkah pengelompokan dokumen 
menggunakan bahasa pemrograman python yaitu setiap 
dokumen uji (dataset) akan di kelompokkan sesuai 
karakteristik pada kluster data set yang dibuat. Setiap 
dokumen yang diuji akan melewati proses converting 
terdahulu. Proses dilakukan dengan memasukkan 
dataset (diperlihatkan pada Gambar 2), case folding, 
tokenisasi, dan stemming dan menghilangkan kata tidak 
berarti dengan stopword (diperlihatkan pada Gambar 
3), proses vectorizer, baru kemudian masuk K-Means. 
Selanjutnya proses penentuan klasternya dan centroid 
(Gambar 4).  Dari proses, bisa juga dilihat sebaran 
datasetnya seperti diperlihatkan pada gambar 5. 

 
Gambar 2. Dataset   

  

 
Gambar 3. Proses tokenize dan stemming 
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Gambar 3. Centroid yang terbentuk 

   
Gambar 4. Sebaran dataset 

Penghitungan Akurasi  

 

Gambar 5. Silhouete plot untuk klastering K-Means 

Akurasi dihitung dengan menggunakan Silhouete score 
dengan hasil sebesar 0,00191896. Dari hasil score ini, 
dapat dilihat bahwa dokumen-dokumen uji (dataset) 
temanya hampir bersinggungan.  

4.  Kesimpulan 

Kesimpulan yang didapat dari analisa clustering 
dokumen ini yaitu dokumen uji yang dikelompokkan 
menggunakan bahasa pemrograman python ini akan 
mengelompok pada data set sesuai karakteristik tema 
maupun isi dokumen. Dataset yang digunakan sebanya 
98 dan setelah diuji menggunakan K-Means, didapat 
hasilnya adalah klaster yang terbentuk sebanyak 4 
klaster. Hasil ini bias dilihat pada grafik Silhouete plot 
yang menyatakan siluet dari data berdasarkan kerapatan 
dan jarak antaranya.  
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